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>> Inteligentní ekonomické systémy [ I ] << 
Vydáno dne 24. 09. 2005 (880 přečtení)
V tomto seriálu bych chtěl zájemce seznámit se základními typy ekonomických úloh, které je možné řešit pomocí neuronových sítí. Pro snadnější pochopení problematiky nabízím volně šířitelný simulátor neuronové sítě TNeuron s typovými příklady, který je možné si na tomto serveru stáhnout...
Úvod 
Vedle standardních a přesně definovaných výpočetních postupů, jaké se používají například v účetnictví, fakturaci, zpracování mezd nebo personální evidenci, existují v ekonomické praxi i takové úlohy, kde nelze nalézt přesný algoritmus řešení. Manažeři musejí odhadovat vývoj ekonomických podmínek v příštím období, analyzovat, jak jednotlivé faktory ovlivní průběh ekonomických jevů, předvídat možná rizika a využívat schopnosti a iniciativy pracovníků ve svém podniku. Zatímco dosud řešili tyto úlohy intuitivně na základě svých zkušeností, moderní teorie umělé inteligence umožňuje pro ně vytvořit počítačovou podporu. 

1. kapitola 
Neuronové sítě 
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euronové sítě vycházejí z biologické předlohy uspořádání neuronů v lidském mozku. Mozková kůra obsahuje 13 až 15 miliard neuronů, z nichž každý může být propojen až s 5000 jinými neurony. Každý neuron se skládá z těla - somy, vstupních výběžků - dendridů, výstupního vlákna - axonu, které je na konci rozvětveno. Propojení je realizováno tak, že terminály axonu se stýkají s výběžky - trny dendridů jiných neuronů. K přenosu informace slouží mezineuronové rozhraní nazývané synapse, které mohou být buďto excitační, rozšířující vzruch, nebo inhibiční, vzruch tlumící. Pokud je neuron na vstupech podrážděn a toto podráždění přesáhne určitou hraniční mez nazývanou práh, sám generuje impuls a tím je zajištěno šíření informace. 

Hlavní výhodou neuronových sítí oproti klasickým systémům je jejich schopnost se učit. Požadovanou funkci sítě neprogramujeme pomocí přesného popisu algoritmu výpočtu funkční hodnoty, ale síť sama abstrahuje a zobecňuje v procesu učení ze vzorových příkladů. Schopnost učit se a zobecňovat je typickou vlastností lidské inteligence. V tomto smyslu neuronová síť připomíná inteligenci člověka, který získává mnohé znalosti a dovednosti ze zkušenosti, kterou často není schopen formulovat pomocí přesných pravidel a algoritmů. 

Aplikace neuronových sítí 
Neuronové sítě se uplatňují především tam, kde klasické počítače selhávají. Jde o úlohy, kde není znám algoritmus nebo je analytický popis pro počítačové zpracování příliš komplikovaný. Zejména se uplatní tam, kde jsou k dispozici rozsáhlé soubory příkladových dat, pokrývajících dostatečně celou oblast problému. V literatuře jsou popsány tyto základní aplikace neunonových sítí: 

Ekonomické informační systémy. Metody neuronových sítí se využívají v makroekonomii a finančnictví. V této aplikační oblasti se výzkum zaměřuje především na prognózování vývoje jednotlivých ekonomických jevů. V zájmu pozornosti je zejména předpověď směnných kurzů, výnosů a cen cenných papírů a dalších makroekonomických proměnných. V marketinku se modelují reakce spotřebitelů na určitou nabídku. Integrace neuronových sití a fuzzy logiky se používají v systémech pro předpověď bankrotů. V řadě informačních systémů se využívají neuronové sítě k rozpoznávání textů a ručně psaného písma, odstraňování informačního šumu a ověřování podpisů. V energetice se předpovídají požadavky uživatelů na odběr elektrické energie. 

Technologie a výroba. Pravděpodobně nejrozšířenější aplikací ve výrobní sféře jsou různé systémy rozpoznávání vizuálního obrazu. Vedle toho nacházejí neuronové sítě uplatnění v prognostických modelech, zejména předpovědi poruch např. leteckých motorů a v kontrolních systémech - kvality potravin, vůně parfémů, degustace čaje, kávy, piva. 

Zdravotnictví. Aplikace učících se systémů na bázi neuronových sítí ve zdravotnictví se zaměřují především na dvě oblasti: analýzu obrazového materiálu, např. snímků z tomografu nebo rentgenu, a na prognostické modely nejčastěji v onkologii. 

Meteorologie. Již značně rozšířené jsou aplikace v meteorogii, kde neuronové sítě našly velmi dobré uplatnění v oblasti předpovídání počasí. 

Výukový program 
Pro lepší pochopení problematiky jsem vytvořil volně šířitelný simulátor neuronové sítě s typovými úlohami TNeuron. Tento program je zaměřen přímo na probíranou látku a budu se na něj v průběhu seriálu odvolávat. Program pracuje pod Windows NT a Windows 98 a vyšším. 

Při instalaci rozbalte soubor TNeuron.zip do předem vytvořeného adresáře. Výukový systém vyžaduje přístup pro čtení i zápis. Později můžete vyzkoušet simulátory od dalších autorů a firem, které jsou k dispozici na internetu, nebo si vytvořit vlastní neuronovou síť. 

První příklad 
Pro první seznámení s učícími se programy použijeme známý příklad podmíněného reflexu podle I. P. Pavlova. Při krmení pejska vždy zazvonil. Když to opakoval několikrát, pejskovi začaly téct sliny již při zazvonění, aniž by cokoliv dostal. Vznikl podmíněný reflex mezi podnětem zvonění a krmením. 

Odstarujte progam TNeuron poklepáním myší na TNeuron.exe. V menu Popis -> Parametry -> Vyhledej, zvolte v seznamu příklad pes.top a potvrďte tlačítkem OK. Stiskněte tlačítko Konec a zvolte v menu Data -> Zápis. 

Vidíte, že trénovací množina, která obsahuje data pro učení, má pouze dvě informace, ve kterých se používají logické hodnoty 1 = pravda, 0 = nepravda. 

· První věta říká, že když nezvoní zvonek, nedostane pejsek žrádlo. 

· Po stisknutí tlačítka Následující se objeví druhá věta s informací, že při zazvonění dostane pejsek žrádlo. 

Nyní začneme systém učit. Zvolte v menu Zpracování -> Učení sítě. Po krátké době se objeví hlášení, že neuronová síť je naučena. Můžeme si ověřit, že pejsek skutečně umí reagovat na zvonek. 

· Zvolte menu Výsledky -> Dotaz. Vstup Zvonek je zadán 0, t.j. zvonek nezvoní. 

· Stisknete tlačítko Výpočet, v proměnné Žrádlo se zobrazí hodnota 0, pes neočekává potravu. 

· Klikněte myší na položku 0,0 v seznamu Vstupní proměnné Hodnota. Pod seznamem se objeví editační okénko, do kterého zapíšete 1 a stisknete tlačítko OK (stačí klávesa Enter). Vstupní hodnota 1 se objeví v seznamu. 

· Stiskněte tlačítko výpočet, výstupní hodnota nastaví na 1 - zazvonil zvonek a pes očekává žrádlo. 

Celou činnost ukončíme tlačítkem Konec. 

Průběh učení 
Podívejme se nyní podrobněji na proběh učení počítačového modelu pejska. 

· Zvolte menu Výsledky -> Adaptace. Vidíme, že na počátku pes neví, zda dostane žrádlo a reaguje zcela náhodně. Totéž platí, když stisknete tlačítko Další. 

· Opakovaně stiskněte tlačítko Další. Pes se učí a jeho reakce jsou stále přesnější. 

· Stiskněte talčítko Poslední a poté Předcházející. Pes se naučil a reaguje přesně. 

Prohlížení ukončíme opět tlačítkem Konec. 

Matematický model neuronu 
Pro využití další funkce TNeuronu potřebujete znát základní informace o matematické podobě neuronu. Vychází z fyziologické představy, ta je však již velmi podrobně popsána v článku Umělá inteligence I a II autora Lukáše Churého (Curo), kde můžete nalézt podrobnější informace. Z uvedeného názoru vychází matematický model neuronu, znázorněný na následujícím obrázku. 


Jestliže označíme x1, x2, ... , xn reálné vstupy neuronu a w1, w2, ... , wn synaptické váhy na těchto vstupech, pak výraz 
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definuje vnitřní potenciál neuronu. Neuron pak na výstupu realizuje aktivační funkci potenciálu. 
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Představě biologického neuronu odpovídá aktivační funkce ostrá nelinearita, která je definována takto: 
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kde h je hodnota prahu označovaného také bias. Jestliže zavedeme w0 = - h a x0 = 1, pak bude 
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a ostrá nelinearita přejde na tvar: 
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Aktivační funkce však mohou být definovány různým způsobem a nemusí odpovídat představě biologického neuronu. Nejznámější aktivační funkce jsou: 

lineární saturovaná funkce 
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standardní sigmoida 
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hyperbolický tangens 
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Modelování na TNeuronu 
V našem příkladě je zvolen nejjednodušší přiklad bez aktivační funkce, kdy hledáme lineární závislost ve tvaru y = k * x + q, v našem případě žrádlo = 1 * zvonek + 0. 

· Zvolte v TNeuronu funkci Výsledky -> Výpočet a v seznamu Vrstva klikněte na položku s hodnotou 2. 

· Vidíte, že jsme definovali jeden neuron v druhé vrstvě. Jde o čistě formální vyjádření, neurony v první vrstvě pouze přenášejí vstupy a neúčastní se výpočtu. 

· Klikněte nyní na 1 v seznamu Neuron a objeví se informace o vnitřním stavu našeho neuronu. Jediná vstupní proměnná je v prvním řádku: Zvonek zvoní - 1, nezvoní 0. V druhém řádku je vždy 1 - reprezentuje absolutní člen funkce. 

· Synaptická váha je znázorněna ve sloupečku Nová. Tlačítkem Další můžete sledovat, jak se od původních náhodných hodnot vah jejich hodnoty postupně upravují až dosáhnou správné hodnoty 1 u zvonku a 0 u absolutního členu, tj. pejsek se naučil zásadu Když zvoní, dostane žrádlo, jinak nedostane nic. 

Program ukončíme menu Popis -> Konec a potvrdíme vymazání souborů informací o průběhu učení tlačítkem OK. 

Složitější funkce 
V seznamu TNeuron vyberte příklad nas.top a postupujte obdobným způsobem. Poté vyzkoušejte příklad func.top. Přesvědčíte se, že neuronová síť se dokáže naučit i složitější funkci. Můžete si také sami zapsat vstupní a výstupní hodnoty podobné lineární funkce v příkladu myfunc.top. Pokud bude trénovací množina dostatečně velká a variabilní, měl by neuron i tuto vaši funkci rozpoznat. 

Závěr 
V této kapitole jsme si vysvětlili základní pojmy teorie neuronových sítí a na simulátoru jsme si předvedli princip učení na velmi jednoduchých příkladech s jedním neuronem. V dalších kapitolách si probereme složitější typy neuronových sítí a jejich použití v ekonomických úlohách. 

Literatura 
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>> Inteligentní ekonomické systémy [ II ] << 
Vydáno dne 08. 11. 2005 (627 přečtení)
V minulé kapitole jsme se seznámili se základními principy funkce neuronových sítí a na jednoduchých příkladech jsme si ověřili jejich nejvýznamnější vlastnost, schopnost učit se z příkladů. Použili jsme k tomu lineární neuronovou síť, která se dokázala naučit lineární vztah. V této kapitole si vlastnosti lineární sítě podrobněji popíšeme a především se budeme zabývat jejím využitím v konkrétních ekonomických úlohách. ..
2. kapitola 
Lineární neuronové sítě 
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bdobně jako je tomu u nervové soustavy člověka, skládá se i neuronová síť z formálních neuronů, které jsou propojeny tak, že výstup určitého neuronu je vstupem jednoho nebo více jiných neuronů. Počet neuronů a jejich propojení určuje architekturu neboli topologii sítě. Neurony v síti dělíme na vstupní, pracovní (skryté, mezilehlé) a výstupní neurony. Šíření a zpracování informace v síti je umožněno změnou stavů neuronů. 

Režimy práce neuronové sítě 
U neuronových sítí zkoumáme tři režimy práce (tzv. dynamiky): 

· Organizační - popisuje topologii, t.j. počet neuronů a jejich vzájemné propojení 

· Adaptivní - popisuje průběh učení sítě, t.j. změnu synaptických vah po předložení příkladu 

· Aktivní - popisuje vlastní výpočet, t.j. nalezení výsledků (výstupních hodnot všech neuronů) buď v průběhu učení nebo po zadání dotazu 

V demo programu TNeuron je typ sítě definován jako parametr v dolní části úvodní obrazovky každého příkladu (dialog Popis neuronové sítě, přepínač Typ sítě). 

V první kapitole v příkladě o psovi a žrádle popisovala organizační dynamika strukturu lineární sítě s jedním vstupním neuronem, který pouze přenášel vstupní hodnotu do sítě, a jedním výstupním neuronem. Adaptivní dynamika popisovala způsob, jak se pes učil a aktivní reakci psa na zazvonění. 

Síť MADALINE 
Představitelem lineární sítě je síť MADALINE - Multi ADALINE. Je to jednovrstvá síť složená z n vstupních neuronů a m výstupních neuronů. Vstupní neurony přenášejí do sítě reálné vstupy označované jako vektor x = {x1, x2, ... , xn}. Neurony ve výstupní vrstvě mají rovněž reálné výstupní hodnoty y = {y1, y2, ... , ym}. Jsou typu ADALINE, což je zkratka názvu ADAptive LINear Element. Každý z nich se dokáže naučit jednu lineární funkci. 

V příkladech první kapitoly jsme používali právě tuto síť a přesvědčili jste se, že skutečně dokáže odhalit lineární závislost veličin trénovací množiny. 

Průběh učení lineární sítě 
Výstupní funkce je definována vzorcem 
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V průběhu učení předkládáme síti vzory složené ze vstupních hodnot a požadovaných výstupních hodnot. Jestliže označíme wji váhu neuronu j na vstupu i, pak cílem adaptace je nalézt takové hodnoty synaptických vah wji, aby se po naučení vypočítané hodnoty co nejméně lišily od správných hodnot, t.j. aby chyba byla minimální. 

Na počátku jsou váhy nastaveny na náhodné hodnoty blízké 0. Postupně se mění podle vzorce 
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To znamená, že pro každý vzor vždy srovnáváme výstupní hodnotu j-tého neuronu yj s požadovanou hodnotou dkj, kde k je číslo vzoru. Výsledný rozdíl yj - dkj představuje chybu j-tého neuronu v kroku k. Protože chceme, aby chyba výpočtu byla co nejmenší, musíme váhy na každém vstupu neuronu tímto způsobem upravit. 

Rozhodující význam má pro průběh učení hodnota , která se nazývá koeficient učení vah. Definuje, jak rychle systém přijímá nové skutečnosti a zapomíná na staré. Neuronová síť v tomto připomíná chování různých lidí podle jejich povahy: někdo v případě neúspěchu okamžitě mění strategii - hysterický typ odpovídá vyššímu koeficientu učení, jiný nerad mění svá rozhodnutí - konzervativní typ odpovídá nižšímu koeficientu učení. V praktických příkladech se volí koeficient učení zpravidla kolem 0.03 až 0,01, pokud je proces stabilní a počet vstupních proměnných asi do 10, při menší stabilitě nebo větším počtu proměnných 0.005 i méně. Pokud zvolíme koeficient příliš vysoký, může se síť stát nestabilní. Koeficient se dá nastavit a měnit pro každý příklad v dialogu Popis neuronové sítě. 

Celý proces výpočtu připomíná statistickou metodu regrese, kdy máme k dispozici body v n-rozměrném prostoru a prokládáme jimi přímkou nebo nadrovinou. Rozdíl proti klasické regresi je právě v tom, že neuronová síť zapomíná staré informace a nové mají pro ni větší váhu, tj. systém bude přesněji reagovat na změněné podmínky. 

Nelineární funkce 
Síť MADALINE vyhledává koeficienty lineární funkce, nic však nebrání tomu, abychom na vstup přivedli jakýkoliv výraz. Například můžeme zjišťovat koeficienty kvadratické, exponenciální nebo jiné funkce, podmínkou je pouze to, aby koeficienty, které chceme najít, tvořily lineární funkci vzhledem k výsledné veličině. Tak například průběh úspory materiálu v čase může lépe modelovat funkce a x 2 + b x + c, kde hodnoty a, b, c nalezne neuronová síť. Je to proto, že křivka úspory bude pravděpodobně asymptotická - zpočátku se dá více uspořit, pak se rezervy vyčerpají a úspory nejsou tak výrazné. 

Varianty algoritmu 
V literatuře je popsána řada variant základního modelu. Často se používá metoda tzv. momentu, kdy změna vah se vypočte jako kombinace podle vzorce vypočítané změny a změny v předchozím kroku. Tento koeficient může nabývat hodnotu až 0.9, tj. výsledná změna pak sestává pouze z 10% z nově vypočtené změny a z 90% zůstává předchozí hodnota. V programu TNeuron ji nastavíme opět v dialogu Popis neuronové sítě v pravé horní části obrazovky - parametr Vliv starých vah. 

Možnosti využití sítě MADALINE v ekonomické praxi 
Přestože se jedná o poměrně jednoduchý typ sítě, lze s její pomocí řešit značnou škálu ekonomických problémů. V následujícím textu uvádím příklady pro některé typické úlohy. 

Odhad ekonomických veličin - příklad "hodiny" 
Tento příklad řeší problém, jak odhadnout časové nároky na provedení určitých prací, což má samozřejmě dopad na stanovení ceny při uzavírání smlouvy. Jsou tu definovány 3 typy činností označené jako typ 1. 2 a 3. Dále je definováno 5 profesí - svářeč, jeřábník, soustružník, kovář a stolař. Po naučení dokáže systém sám rozhodovat, kolik hodin je třeba na příslušnou operaci zakalkulovat. Vyzkoušejte si to. 

Na tomto příkladu si všimněte jedné podstatné věcí: 

· Jestliže do systému přicházejí binární vstupy, pak je musíme označovat jako samostatné proměnné, to znamená provedena operace typu 1: ano = 1, ne = 0, nikoliv jako jedna hodnota: typ operace 1, 2 nebo 3. 

· Můžeme se však také dívat na vstupní hodnotu jako na reálné čislo. To nám pak říká, že celá činnost sestávala například z operace typu 1 apod. 

Personalistika, přidělování zakázek pracovníkům - příklad "pers" 
Vedoucí útvarů ve firmě přidělují zaměstnancům práci na zakázkách a mají samozřejmě zájem na tom, aby zakázka byla splněna co nejlépe. Pro kvalitní splnění zakázky není přitom rozhodující jen dosažené vzdělání a praxe pracovníka, tj. hodnoty přesně měřitelné, ale také osobní vlastnosti a schopnosti, které se nedají kvantitativně změřit, a rovněž momentální dispozice, která je dokonce v čase proměnná. Pro takovéto hodnocení se ukazuje vhodná neuronová síť v popisovaném příkladu pers. 

Pro ukázku bylo zvoleno 5 druhů činností - oprava motoru, karosérie, elektriky, podvozku a interiéru. Pracovníci, kteří tyto opravy provádějí jsou Adam, Bedřich, Cyril, Daniel a Erich. Každý z těchto pracovníků nějakou činnost umí (známka 1) a jinou neumí (známka 5). V příkladu předpokládáme, že vedoucí tyto informace zatím nemá. 

Předpokládejme, že firma provádí opravy podle rozpisu, který je zachycen v trénovací množině. Vyzkoušejte si tento příklad a po naučení mu zkuste zadat práci nebo kombinaci činností, a všimněte si, že systém dokáže přesně určit, kterou práci ten který pracovník zvládne perfektně a kterou ne. Všimněte si také, že systém si dokáže poradit i se situací, kterou nemá ve vstupních datech. Například mu zadejte, že na karosérii se bude pracovat 1/4 pracovní doby a na interiéru 3/4 pracovní doby. Objeví se správný odhad výkonů jednotlivých pracovníků. Opět záleží na tom, aby systém rozhodoval na základě korektních údajů. Součet doby činností musí být 1, tj. jeden úsek pracovní doby, jinak budou výsledky zkreslené. 

Je samozřejmé, že tento příklad je pouze ukázkou, jak takový personální systém pracuje. Pro 5 pracovníků nepotřebuje vedoucí řešit tuto úlohu na počítači, avšak pro firmu s několika sty zaměstnanci může být uvedený personální model značným přínosem. Navíc v krizových situacích systém operativně řeší otázku zastupitelnosti pracovníků. Pro úplnost je vhodné řešit také otázku volby vhodných týmů a vzájemné týmové spolupráce, takový personální model však používá jiný typ sítě, cyklickou síť, takže k této problematice se vrátíme později. 

Spolupráce ve skupině - příklad "skup" 
Poslední typový příklad ukazuje ještě jednu významnou vlastnost lineární neuronové sítě, oddělení vlivu, které mají jednotlivé složky na výsledek, pokud známe pouze celkový efekt. Tento příklad byl dodatečně vytvořen pro účely této lekce, proto si aktualizujte svůj adresář, kde je TNeuron, a doplňte si soubory skup.txt a skup.pat z downloadu - nová verze TNeuron. 

Předpokládejme, že tým lidí pracuje na společných úkolech a někdo je lajdák a práci jim kazí. Vedoucí ovšem nemá informace o každém jednotlivém pracovníkovi ale pouze může hodnotit celkový výsledek. Příklad skup tento stav modeluje. Skupinu tvoří Tonda, Honza, Karel, Pepa a Lojza. Na úkolech pracují různí pracovníci společně. Výsledky jsou hodnoceny mírou úspěšností zakázky, hodnotou mezi 0 a 1, přičemž 0 je zmetek a 1 kvalitní výrobek. 

Vyzkoušejte si, že poté, co se neuronová síť naučí podle trénovací množiny informace o pracovnících, dokáže lajdáka odhalit. Stačí v dotaze zadat celou práci Honzovi a uvidíte že dostane hodnocení 0, zatímco ostatní dostanou 1. 

Závěr 
V této kapitole jsme se zabývali jednovrstvou lineární neuronovou sítí, která se dokáže naučit lineární závislosti výstupních hodnot na vstupních proměnných. Uvedli jsme si některé typové příklady z praxe. Využití těchto principů je však mnohem širší, místo schopností pracovníků můžeme hodnotit spolehlivost dodavatelů, místo odhadu časových nároků na zakázky také spotřebu materiálů a mnoho podobných ekonomických i výrobních úloh. Vyzkoušejte si sami řešení problémů, které vás napadnou nebo se kterými jste se setkali ve své praxi. Pokud dojdete k nějakým zajímavým závěrům, můžete je zveřejnit v diskusi k článku. 

V příští kapitole si probereme další významnou oblast ekonomických problémů řešitelných lineární neuronovou sítí, ekonomické prognózování. 

>> Inteligentní ekonomické systémy [ III ] << 
Vydáno dne 06. 01. 2006 (369 přečtení)
V minulé kapitole jsme se seznámili s nejjednodušším typem neuronové sítě - lineární sítí MADALINE. Ukázali jsme si, že touto sítí se dá řešit řada ekonomických úloh. Ve třetí kapitole si probereme další rozsáhlou aplikační oblast využití neuronových sítí - ekonomické prognózování s využitím časových řad...
3. kapitola 
Časové řady jako nástroj ekonomického prognózování 
ejdůležitější metodou předpovědi budoucího vývoje je analýza časových řad. Časovou řadou se rozumí posloupnost pozorování kvantitativní charakteristiky uspořádané v čase směrem od minulosti k přítomnosti. Poznání zákonitosti vývoje časových řad a rozbor příčin, které k nim vedly, umožňuje předvídání budoucího vývoje těchto řad. To pomáhá ekonomům lépe odhadnout pravděpodobnou situaci v jejich podniku i podmínky, ve kterých budou podnikat v příštím období, a tak s předstihem plánovat své aktivity. 

Na rozdíl od systémů, které při prognózování vycházejí z informací expertů, není uvedená metoda založena na subjektivních představách odborníků. Budoucí vývoj jevu se předpovídá na základě jeho současného a minulého chování. 

Složky časové řady 
Každá časová řada může obsahovat čtyři složky: trend, sezónní složku, cyklickou složku a nepravidelnou náhodnou složku. 

· Trendem se rozumí obecná tendence vývoje zkoumaného jevu za dlouhé období. Je výsledkem dlouhodobých a stálých procesů. Trend může být rostoucí, klesající nebo je řada bez trendu. 

· Sezónní složka je pravidelně se opakující odchylka od trendové složky s periodicitou kratší než 1 rok. Kolísání může být zapříčiněno střídáním ročních období, různým pracovním cyklem, metodami plánování (např. čtvrtletními plány) apod. 

· Cyklická složka je kolísání okolo trendu v důsledku dlouhodobého cyklického vývoje s periodou větší než jeden rok, zpravidla dva a více roků. Někteří autoři ji neuvádějí, ale zahrnují ji pod složku trendovou jako tzv. střednědový trend, který má oscilační charakter s neznámou a často proměnnou periodicitou. Původně uvedený trend naproti tomu chápou jako dlouhodobý monotónní trend. 

· Nepravidelná složka je taková, kterou nelze popsat funkcí času. V ideálním případě jsou zdrojem drobné, nepostižitelné příčiny, vzájemně nezávislé. Jde o náhodnou, stochastickou složku s pravděpodobnostním chováním. 

Matematicky se dají všechny závislosti vyjádřit vzorcem 

yt = Tt + St + Ct + t 

kde Tt je trend, St je sezónní složka, Ct je cyklická složka a t je nepravidelná složka. Podle toho, zda jsou přítomny všechny složky trendové řady nebo pouze některé, vznikají různé modifikace modelu. 

Modely trendové složky 
Zkušenosti ukazují, že v oblasti ekonomických analýz a prognóz zpravidla vystačíme s malým okruhem trendových funkcí. Mezi nejdůležitější patří: 

· Lineární trend je nejjednodušší a nejčastěji používaný trend. V určité míře se může použít jako vhodná aproximace jiných trendových funkcí. Je možné jej vyjádřit ve tvaru Tt = a0 + a1 t , kde a0 a a1 jsou parametry a t = 1, 2, ... , n je časová proměnná, která určuje jednotlivé časové okamžiky. 

· Polynomický trend je vyjádřen ve tvaru Tt = a0 + a1 t + a2 t2 + ... + ak tk. V praxi se používá maximálně druhý stupeň, pro vyšší stupeň funkce kolísá. 

Východiskem pro vyhledání vhodného typu je především rozbor empirických údajů. Nejčastěji se minimalizuje součet čtverců odchylek empirických hodnot od teoretických. Tato metoda však nemusí být rovněž spolehlivá, protože se zvyšujícím se počtem parametrů klesá reziduální součet čtverců, ale taková křivka nemusí postihovat skutečný trend. 

Modely sezónní složky 
Pro časovou řadu se sezónními vlivy, tj. vlivy s periodou kratší než jeden rok, platí: 

Yt = Tt + St       t = tij = r ( i - 1 ) + j, kde i je číslo roku a j je číslo období v rámci roku. 

Existuje řada modelů sezónní složky. Nejdůležitější jsou: 

· Model konstantní sezónnosti - při použití tohoto modelu předpokládáme, že se sezónní vlivy pravidelně opakují ve stejné absolutní výši. 

· Model proporcionální sezónnosti - vychází z představy, že v daném dílčím období se sezónní výkyvy mění přímo úměrně složce trendové. 

· Model smíšené sezónnosti - je kombinací předchozích. 

Principem aproximace je nalézt takové neznámé parametry funkce popisující časovou řadu, pro které chyba t nabývá nejmenších hodnot. Pro výpočet se používá regrese metodou nejmenších čtverců. 

Modelování časových řad neuronovými sítěmi 
K modelování časové řady můžeme použít také lineární neuronovou síť a neznámé parametry určit metodou učení neuronové sítě. Síť pak bude po naučení schopna do určité míry odhadnout vývoj zkoumaných jevů v příštím období. Abychom průběh takových jevů dokázali předpovídat, nesmí být ovšem jejich chování zcela nahodilé a v trénovací množině musí být dostatečný počet tréninkových vzorů postihujících všechny vlivy na tento jev působící. 

· Topologie neuronové sítě předpovícající vývoj ekonomického ukazatele je zpravidla jednoduchá a je dána zvoleným typem časové řady, kterou modeluje. V dalším jsou popsány topologie pro základní modely časových řad. Každý ekonomický jev je reprezentován jedním neuronem. 

· Trénovací množina se skládá z dvojic (xk, dk), kde xk je vektor vstupních hodnot, který vždy obsahuje jako jednu ze složek časový úsek, dk je naměřená hodnota sledované číselné charakteristiky. Trénovací množina se může průběžně doplňovat o nové prvky. 

· Adaptivní dynamika neuronové sítě modelující časovou řadu spočívá v nalezení takových hodnot vah neuronů, aby vystupní hodnoty na neuronech se co nejvíce blížily výstupům požadovaným. 

· Aktivní dynamika spočívá v předložení vstupního vektoru x s hodnotou časové funkce t, která není obsažena v trénovací množině a výpočtů výstupních hodnot. Zpravidla se počítají hodnoty v některém z budoucích časových okamžiků. 

Modelování lineárního trendu 
Lineární trend můžeme modelovat neuronem podle následujícího obrázku. Na jeden vstup přivádíme časový úsek t, na druhý konstantu 1. Neuron se naučí lineární závislost 

y = w1 * t + w0, 

chyba neuronové sítě složené z tohoto neuronu je ztotožněna s náhodnou složkou časové řady. 

[image: image11.jpg]



Tímto způsobem se například dají odhadovat směnné kurzy. Výhodou je, že podle velikosti koeficientu učení síť více nebo méně rychle "zapomíná" staré vlivy a přizpůsobuje se novým skutečnostem. 

Příklad - kurz 
V příkladech programu TNeuron vyhledejte položku kurz.top (start TNeuron.exe, Popis, Parametry, Vyhledej). Úloha znázorňuje vývoj ceny hypotetické devizy v průběhu 12měsíců. Prohlédněte si trénovací množinu, položku Situace si vysvětlíme později. 

Zvolte Zpracování, Učení sítě a přesvědčte se, že síť po naučení téměř přesně modeluje časovou řadu. Zvolte pak ve Výsledky Dotaz časový úsek 13, 14 atd., tj. příští a další měsíce, a zjistíte, že síť dokáže přibližně odhadnout vývoj v budoucnu. 

Modelování polynomického trendu 
Polynomický trend můžeme modelovat neuronem podle následujícího obrázku. Na vstupy přivádíme mocniny časového úseku t a konstantu 1. Neuron se naučí koeficienty polynomu, chyba neuronové sítě je opět ztotožněna s náhodnou složkou časové řady. 
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Tento postup dával dobré výsledky například při prognózování úspory materiálu. Při zahájení úsporných opratření se spotřeba materiálu snižuje rychleji, po vyčerpání rezerv se tempo úspor zmenšuje. 

Modelování sezónní řady 
Řadu s konstantní sezónní složkou modeluje neuron podle dalšího obrázku. Na vstupy přivádíme časový úsek t a konstantu 1. Vedle toho jsou na vstupu proměnné x2,1 ... x2,n, které mají následující význam: x2,i = 1, jestliže data se vztahují k sezóně č. i. 
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Tímto způsobem se dá například předpovídat spotřeba elektrické energie. 

Příklad - ener_ct 
V příkladech programu TNeuron vyhledejte položku ener_ct.top. Úloha znázorňuje vývoj hypotetické spotřeby elektrické energie za 2 roky. Přesvědčte se, že po naučení dokáže síť odhadnout spotřebu energie v příštím čtvrtletí. V dotazu zadejte čtvrtletí 9, první v roce 1 (1 = ano). Systém odhadne pravděpodobnou spotřebu. 

Všimněte si jedné zásadní věci - sezónní složku nezadáváme čísly 1, 2, 3, 4, ale jako binání vstup čtvrtletí - první v roce = 1 (ano) nebo 0 (ne), druhé v roce = 1 (ano) nebo 0 (ne) atd. Samozřejmě v aplikačním programu si můžeme vytvořit interface s jedním číselným vstupem a údaj pak zpracovat pomocí přepínače nebo podmínkovými příkazy, to je však úprava, která nesouvisí s problematikou neuronové sítě. 

Vícerozměrné modely 
Dosud jsme předpokládali, že číselné charakteristiky časové řady jsou závislé pouze na časovém okamžiku, ke kterému se charakteristika vztahuje. Řada ekonomických veličin je však určena nejen časovým průběhem, ale také dalšími faktory, na kterých jsou závislé. Topologie takové sítě je na dalším obrázku. Vedle trendu a sezónní složky jsou na vstup přivedeny i proměnné x3,1 ... x3,n2, které představují vlivy dalších jevů na zkoumaný výsledek. 
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Příklad - kurz 
Vraťme se nyní k prvnímu příkladu kurz.top. Cena devizy se ve skutečnosti neodvíjí jen od časového okmažiku, ale mají na ni vliv i další okolnosti, jako hospodářská stabilita, politická situace i přírodní podmínky. V našem příkladě je to znázorněno proměnnou "situace", kde 0 znamená stabilitu, 1 méně stabilní situaci. Zjistěte pokusně, jak se mění prognóza vývoje cen valuty v dalším období, jestliže měníte hodnotu proměnné situace. Všimněte si, že můžete odhadovat i kurz v případě, že nastaly zvlášť nepříznivé podmínky (situace = 2), tento odhad bude ovšem v praxi velmi přibližný. 

Závěrečný příklad - ekon 
Úlohy, které jsme zatím řešili, byly pouze teoretické. Přesvědčili jste se, že neuronová síť se z modelových dat dokáže naučit vývoj jevů v čase a pak poměrně přesně předpovídat, jak se bude ekonomická veličina chovat v budouctnu. V praktických úlohách není situace tak jednoduchá. Data jsou zatížena chybami, nemusí být známy všechny nahodilé jevy, které v určité míře ovlivňují výsledek, a proto odhad je zpravidla pouze přibližný. Přesto však je pro ekonomy i taková předpověď přínosem. 

V příkladu ekon.top jsou reálné hodnoty ekonomických veličin za dvouleté období, tj. 8 čtvrtletí. Přitom energie je sezónní veličina, v letních měsících je výrazně nižší než v zimních, ostatní nemají sezónní složku. Přesvědčte se, že i v případě reálných dat dokáže systém poskytnout rozumnou předpověď, i když není tak přesná jako v teoretických úlohách. 

Závěr 
V této kapitole jsme se zabývali další rozsáhlou aplikační oblastí neuronových sítí v ekonomii, předpovídáním vývoje ekonomických ukazatelů. Ukázali jsme si, že takové systémy dokáží prognózovat jevy, které nejsou úplně náhodné, a to i v případě, že reálná data jsou zatížena chybami a procesy jsou částečně ovlivněny nahodilými jevy. 

Příště si probereme další typy neuronových sítí a možnosti jejich využití v ekonomických úlohách. 

